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1. はじめに
日常タスクを支援するため，ユーザと自然にコミュ
ニケーションを取ることが可能な生活支援ロボットの
実用化は要支援者にとって有望な解決策の一つである．
一方で，生活支援ロボットにおいて自然言語による指
示を理解し適切に日常タスクを実行する能力は現状で
は不十分である．
本論文では，Fetch-and-Carry with Object Ground-

ing (FCOG)タスクについての自然言語指示文が与え
られたうえで，ロボットが視覚情報を基に指示を実行
するための手法を構築することを目的とする．例えば，
“Go to the bedroom, grasp the rabbit doll and send

it to the corner sofa.”という指示文が与えられたうえ
で，ロボットが寝室へ移動し，ウサギの人形を特定し
たうえで把持し，最終的に部屋の隅にあるソファの上
に人形を配置することが望ましい．
人間の発する指示はしばしば曖昧であり，対象とな
る物体やその目標領域をロボットが特定することは困
難である．これは，既存システムにおいて，物体にお
ける記号接地に関する理解性能が不十分なためである．
既存の言語理解手法である Target–Dependent

UNITER (TDU [1]) は物体操作指示文理解タスクに
おいて高い精度を達成した手法である．一方で，この
手法は複数の対象領域候補及び目標領域候補のペア
を同時に入力とすることができない．従って，TDU

は本タスクに適用することが難しい．理由として，
fetch-and-carryタスクでは，環境にある複数の物体の
中から，指示文について最も適切な候補ペアを特定す
ることが求められる．そのため，同時に入力された候
補ペア群の中から最も適切な候補ペアを予測できるこ
とが重要である．また，既存システムでは，FCOGタ
スクについての指示文を人手により生成していた．こ
の場合，シミュレーションをオンザフライ方式で行う
ことができないため，ランダムに作成した多様なタス
クで評価することができない．ゆえに，既存システム
では，固定されたタスクのみで評価を行っていた．
本論文では，TDUを拡張し，複数の対象領域及び目
標領域候補のペアから最適な候補ペアを予測するタス
クへ適用可能な手法を提案する．さらに，既存システム
を拡張し自動指示文生成モデルを組み込むことで，シ
ミュレーションをオンザフライ方式で行うことを可能
とする．
本研究の独自性は以下である．
• TDUを拡張し，対象物体及び目標領域の候補群か
ら最適な候補ペアの予測を行うことを可能にする．

• FCOGタスクにおいて，自動生成された指示文を
利用することで，システム全体を自動化する．

2. 関連研究
HLSM–MAT [2]はVision and Language Navigation

(VLN)タスクのための手法の一つである．HLSM–MAT

図 1 FCOGタスクにおけるシーン例．図中丸数字はシー
ンの順番を示す．

は，VLNタスクにおいて標準的なベンチマークである
ALFREDベンチマーク [3]において，既存手法を上回
る性能を達成した．Target–Dependent UNITER [1]は
物体操作指示文が与えられた上で，候補領域が指示文
の示す領域であるか否かを予測するための手法の一つ
である．また，Case Relation Transformer [4]は対象
物体を目標領域に移動するための物体操作指示文を生
成する手法の一つである．これらの手法は，物体操作
指示文についての Vision and Languageタスクを扱っ
ている手法であり，その点で本手法との関連が深い．
3. 問題設定
本論文で扱うタスクは，Fetch–and–Carry with Ob-

ject Grounding (FCOG)タスクである．FCOGタスク
では，fetch–and–carryタスクについての自然言語指示
文が与えられたうえで，ロボットが視覚情報を基に指
示を実行する．本タスクでは，与えられた指示文に出
現する対象物体及び目標領域について正確に記号接地
を行うとともに，それらに関する fetch–and–carry タ
スクを実行することが望ましい．
図 1に FCOGタスクの代表例を示す．この例は，指
示文として “Go to the bedroom, grasp the rabbit doll

and send it to the corner sofa.”が与えられた例を示し
ている．ロボットはまず寝室に移動し，ウサギのぬい
ぐるみを把持する．続いて，ロボットは部屋の隅にあ
るソファの前まで移動し，ぬいぐるみをその上に乗せ
ることが求められる．
FCOGタスクは移動，物体把持，object grounding,

物体配置の 4つのサブタスクに分割できる．本論文で
はこれらのサブタスクのうち，特に object grounding

タスクに着目する．
object groundingにおける入出力は以下で定義され
る．

• 入力: 自然言語指示文及びロボットの視点からの
複数画像

• 出力: 候補領域が正解である確率の予測値
また，以下に他の各サブタスクにおける入力及びタス
クの成功についての定義を示す．移動における入力は



図 2 提案手法のネットワーク図．図中 TDU は拡張した Target–Dependent UNITER [1] を示す．また，Pi =

p(ŷtarg, ŷdest|X(i)
targ,X

(i)
dest)である．

自然言語指示文であり，タスクの成功は指定された部屋
への移動と定義する．物体把持における入力は，object
groundingによって正解とされた対象物体候補の領域
であり，タスクの成功は指定された物体の把持と定義
する．物体配置における入力は，object groundingに
よって正解とされた配置領域候補の領域であり，タス
クの成功は指定された領域への把持物体の配置と定義
する．
本論文では以下のように用語を定義する．
• 対象物体: 指示文が対象としている物体
• 目標領域: 対象物体の移動先
• 候補領域: 対象物体，または目標領域であるか否
かの候補となる領域

• コンテキスト領域: 物体検出器で検出される物体
なお，対象領域，及びコンテキスト領域はそれぞれ対
象物体，及びコンテキスト物体を囲む領域を指すもの
とする．また，FCOGタスクにおいて，移動，物体把
持，及び物体配置の各サブタスクはルールベースによ
り行われるものとし，object groundingのみ学習ベー
スで行われるものとする．
4. 提案手法
提案手法は，Target–Dependent UNITER [1]を拡張
した object groundingモデルである．提案手法の新規
性は以下である．

• 対象物体及び目標領域の候補について，候補群か
ら最適な候補の予測を行うことを可能にした．

図 2に提案手法のネットワーク図を示す．ネットワー
クは 3つのモジュールから構成され，それぞれ Image

Embedder，Text Embedder，及びMulti-Layer Trans-

formerである．図 2に提案手法のネットワーク図を示す．
4.1 入力
モデルの入力 xi を以下のように定義する．

xi = {X(i)
targ,X

(i)
dest,X

(i)
det,X

(i)
inst|i = 1, ..., I}

ここで，I は Faster R-CNN [5]により検出された対象
領域及び目標領域の候補を組み合わせた，ペアの総数
を示す．以降，可読性のため iについては省略する．す
なわち，対象物体及び目標領域の候補ペアについて，候

補群の内の一つについて記述する．これを用いて，入
力を次のように定義する．

• Xtarg = {xtarg,xtargloc}
• Xdest = {xdest,xdestloc}
• Xdet = {x(j)

det,x
(j)
detloc|j = 1, ..., J}

• Xinst = {xinst,xpos}
ここに，xtargは対象物体候補の領域，xdestは目標領域
候補の領域，x

(j)
detは各コンテキスト領域，xinstは指示

文を表し，xtarglocは対象物体候補の領域位置，xdestloc

は配置目標候補の領域位置，x
(j)
detlocは画像中の各物体

または配置先の領域位置，xpos は指示文中の各単語
の位置を表す．また，J は Faster R-CNN [5] により
検出されたコンテキスト領域の数を表す．ここで，検
出に使用する画像は，対象領域候補及び目標領域候補
を切り出した，それぞれの元画像とする．入力特徴に
ついては，[1] に示された手順で抽出した．具体的に
は，xtarg,xdest,x

(j)
det についてはバックボーンネット

ワークの中間出力，xtargloc,xdestloc,x
(j)
detloc について

は各領域の座標情報から生成したベクトル，そして
xinst,xpos については WordPiece を利用し生成した
one-hot ベクトルとした．バックボーンネットワーク
である ResNet50 [6]における fc6層の出力を画像領域
の特徴量として抽出した．各対象物体候補及び目標領
域候補について，1024次元の特徴量を得た．
4.2 ネットワーク構造
Image Embedder では，対象物体候補，目標領
域候補，及び画像中の各物体または配置先の領域
に対する埋め込み処理を行う．具体的には，Xtarg,

Xdest, Xdet を埋め込み，中間特徴量 h′
imgemb =

{h′
targ,h

′
dest,h

′(1)
det , ...,h

′(J)
det } を得る．Text Embedder

では，指示文に対する埋め込み処理を行う．Multi–

Layer Transformer では，L 層の Multi–Layer Trans-

former [7]によりモデルの最終的な予測確率を得る．入
力は h

(1)
in = {h′

imgemb,h
′
txtemb}である．本モジュール

では，候補のペアが正解であるかについての予測確率
p((T̂ , D̂)) = argmaxi∈1,..,I p(ŷtarg, ŷdest|X

(i)
targ,X

(i)
dest)

を獲得する．ここで，p(ŷtarg, ŷdest|X(i)
targ,X

(i)
dest)は，対

象物体候補X
(i)
targ 及び目標領域候補X

(i)
dest のペアが正



図 3 撮影されたRGB画像及び生成されたセグメンテー
ション画像．上段及び下段はそれぞれ対象物体及び
目標領域についての例を示す．

図 4 CRTへの入力領域例
表 1 提案手法のパラメータ設定

ヘッド数 12

レイヤ数 2

最適化関数 AdamW
(β1 = 0.7, β2 = 0.99999)

学習率 8.0× 10−5

ステップ数 20000

バッチサイズ 8

解の領域であるかに関する予測確率を示す．最終的に
予測対象物体 T̂ 及び予測目標領域 D̂のペア (T̂ , D̂)を
出力とする．損失関数として交差エントロピー誤差を
使用する．
5. 実験設定
5.1 データセット
事前訓練用データセットとして，WRS–UniALT2

データセット [8]を使用した．WRS–UniALT2データ
セットは，画像と命令セットからなるシミュレーショ
ンベースのデータセットである．画像はWorld Robot

Summit 2018 Partner Robot Challenge/Virtual Space

Competition (WRS [9])で使用された標準シミュレー
タにおいて収集されたものである．各画像には，部屋の
中にある日常的な物体が 5個程度含まれている．WRS-

UniALT2データセットにおいて，訓練，検証，及びテ
スト集合のサンプルサイズはそれぞれ 2048，210，及
び 232サンプルとした．訓練，検証，及びテスト集合
はそれぞれモデルのパラメータの訓練，ハイパーパラ
メータの調整，及びMLU-FIタスク [1]におけるモデ
ルの性能評価に使用した．
5.2 タスク及び指示文生成
実験では，指示文について，ルールベース及びクロ
スモーダル言語生成モデルの 2通りで生成した．ルー
ルベースによる指示文生成では，WRSで行われた手法
に従った [9]．具体的には，まずランダムに対象物体及
び目標領域を選択した．タスクにおいて，始めに移動
する部屋は対象物体が置かれている部屋とした．指示

文については，それらを示す単語を事前に作成したテ
ンプレートに当てはめることで作成した．
CRTによる生成では，入力として対象領域及び目標
領域の画像ペアを使用した．ペアの抽出は以下のよう
に行った．まず，対象物体及び目標領域とする物体に
ついて，環境の中からランダムに選択し情報を取得す
る．続いて，対象物体及び目標領域が含まれる画像を
それぞれ取得する．このとき，対象物体について，カ
メラ位置は正面方向かつ一定の距離，及び高さの地点
とした．また，目標領域について，カメラ位置は目標
領域となりうる家具ごとに予め定めておくこととした．
以上の手順により獲得した画像群から，対象領域及び
目標領域の情報を抽出した．具体的には，それぞれの
画像について，シミュレータ内にある情報を基に対象
物体及び目標領域のセグメンテーション画像を生成し
た．図 3に，画像の例を示す．この図において，左列及
び右列はそれぞれ RGB画像及びセグメンテーション
画像である．また，上段及び下段はそれぞれ対象物体
及び目標領域についての例を示す．セグメンテーショ
ン画像において，赤色及び青色のセグメントがそれぞ
れ対象物体及び目標領域を示す．各領域はこのセグメ
ンテーション画像を基に決定する．最終的に，得られ
た各画像及び領域情報を利用する．
指示文生成モデルとして，Case Relation Trans-

former (CRT [4]) を使用した．CRT への入力は，対
象領域，目標領域，及びコンテキスト領域とそれらの
座標情報であり，出力は FCOG タスクについての自
然言語指示文である．ここで，コンテキスト領域とし
て，対象領域が含まれる画像から，Faster R-CNN [5]

によって抽出した領域群を使用した．図 4に入力され
る領域例を示す．これらの領域は，図 3の画像から抽
出された領域を示す．この入力が与えられた時，「白い
瓶の手前にあるおもちゃの木の車をテーブルの上に移
動して」のような指示文が出力されることが望ましい．
CRTについては，ALFRED–fetchデータセット [8]

を用いて訓練した．ALFRED–fetch データセットは，
ALFRED ベンチマーク [3] を利用し構築したデータ
セットである．このベンチマークは，シミュレーション
環境において，自然言語による指示文とロボットのカメ
ラ画像から家事タスクにおけるロボットの行動を学習
させるためのベンチマークである．ベンチマークは複
数の逐次的なサブゴールから構成され，各サブゴール
ごとに指示文が存在する．ALFRED–fetchデータセッ
トでは，Fetch–and–carry タスクに関するサブゴール
における指示文，把持直前及び配置直後のロボットの
視覚画像を抽出した．ALFRED–fetchデータセットは
47862サンプルを含む．なお，本論文では，CRTを利
用した指示文生成の場合においても，対象物体のある部
屋へ移動するための指示文はルールベースで生成した．
5.3 パラメータ設定
実験ではWRSで使用されたシミュレーション環境を
使用した．パラメータ設定を表 1に示す．ここで，ヘッド
数およびレイヤ数はそれぞれ transformerにおけるヘッ
ド数及びレイヤ数を表す．本提案手法の訓練ではメモリ
11GB搭載GeForce RTX 2080 Ti，64GBRAM，及び
Intel Corei9 9900Kを使用した．なお，Faster R-CNN

による特徴抽出のみメモリ 24GB 搭載 TITAN RTX，



表 2 各サブタスクにおける評価結果．表中丸括弧内の
数字は成功回数/試行回数を示す．

object grounding 物体把持 物体配置
　
手法 精度 [%] 成功率 [%] 成功率 [%]

ルールベース
理解 92.9 (13/14) 100.0 (13/13) 38.5 (5/13)

提案手法 7.1 (1/14) 100.0 (1/1) 0.0 (0/1)

図 5 CRTによる指示文生成例

図 6 ルールベースで生成した指示文を用いた際の提案
手法によるタスク実行例．図中丸数字はシーンの順
番を示す．

256GBRAM，及び Intel Corei9 9820Xを使用した．ま
た，FCOGタスクの試行には，358秒/回を要した．
6. 実験結果
6.1 定量的結果
表 2に，ルールベースで作成した指示文を生成した
利用した場合 [9]の性能を示す．表にはルールベースに
よる理解を利用した手法及び提案手法の各サブタスク
における結果を示した．実験は 1回行い，各数値はそ
の結果を示す．ただし，移動タスクの結果については，
既存手法から変更を行っていないため省略した．
6.2 定性的結果
図 5に，CRTにより生成した指示文についての定性
的結果を示す．図中の各サンプルにおいて，左列及び
右列はそれぞれ対象物体及び目標領域を撮影した画像
である．また，赤色の領域及びオレンジ色の領域はそ
れぞれ対象領域および目標領域を示す．また，画像の
下にある文が，各サンプルにおける生成文である．
上側のサンプルにおいて，対象物体及び目標領域は
それぞれ哺乳瓶及びゴミ箱である．このサンプルに対
して，CRTの生成文は “put a bottle in the trash”で

あった．これより，CRTは対象物体及び目標領域につ
いて適切な表現を生成できたと考えられる．下側のサ
ンプルにおいて，対象物体及び目標領域はそれぞれルー
ビックキューブ及び椅子である．このサンプルに対して，
CRTの生成文は “put a soap on a toilet”であり，対象
物体及び目標領域ともに不適切な表現であった．この原
因の一つとして，実験で利用した環境において，CRT

を訓練したデータセットの中に出現しない物体が含ま
れていたことが挙げられる．例えば，ルービックキュー
ブはALFRED–fetchデータセットに出現しない．これ
により，CRTはルービックキューブについて適切に表
現することができなかったと考えられる．
図 6にルールベースで生成した指示文でタスクを行っ
た際の，提案手法が成功した例を示す．この例におい
て，指示文は “Go to the living room, grasp the rubik’
s cube and send it ti the trash box for burnable” で
あった．ロボットはリビングルームに移動し，object

groundingにおいてルービックキューブを特定し，そ
してルービックキューブの把持に成功することが求め
られる．この例において，提案手法はこれらのサブタ
スクに成功した．
7. 結論
本論文では，fetch–and–carryタスクについての自然
言語指示文が与えられたうえで，ロボットが視覚情報
を基に指示を実行する，Fetch–and–Carry with Object

Grounding (FCOG)タスクを扱った．本研究の貢献は
以下である．

• Target–Dependent UNITER [1]を拡張し，対象物
体候補及び目標領域候補について，複数の候補群
から最適な候補の予測を行うことを可能にした．

• FCOGタスクにおいて，自動生成された指示文を
利用することによって，フレームワーク全体の自
動化を達成した．
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