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Visual scene understanding, such as image captioning, can be considered one of the essential topics in the artificial
intelligence (AI) field. Image captioning with reading comprehension tasks as an extension of traditional image
captioning is more challenging because the generated caption must be related to the text information in the image,
and how to read and comprehend text in the context of an image needs to be studied. In this work, we propose
multiple image-related attention blocks with multimodal Optical Character Recognition (OCR) information to
model the relationship among the global image, multi-level recognized text, and the detected objects in the image.
Our model is validated on the standard dataset TextCaps, and the results show that our model outperforms the
baseline methods in terms of all evaluation matrices.

1. はじめに
実世界の画像を対象として説明文を生成する技術の実現は,

人工知能分野における重要な課題の一つである. 商品名等のテ
キストが印刷された商品パッケージや看板は日常生活に多く存
在するため,テキストを含む画像に対する説明文生成は広範な
応用を有する.また, ウェブサイト等における画像の代替テキ
スト（alt属性）生成,データ拡張 [Magassouba 21],視覚のバ
リアフリー化促進の手段としても有益である.

本研究では Image captioning with reading comprehension

タスク [Sidorov 20]を扱う.本タスクの対象は,画像に含まれ
るテキストを含む画像を入力として，説明文を生成すること
である.本タスクの具体例を図 1に示す.図において,緑/ピン
ク/赤矩形で囲っている領域は, それぞれ入力として画像中の
検出物体, OCR領域と認識されたOCRトークン,画像全体を
表す. 画像全体中の検出された物体と認識された OCRトーク
ン・領域の配置関係 (“sign”と “salzburg/2/km”と “the top

one”) を理解した上で, 適切な説明文 (“a collection of road

signs, the top one reads salzburg 2 km”) を生成することが
望ましい.

一般的な画像説明文生成に比べ, 本タスクは，画像全体・画
像中の物体・テキストを統合する点において挑戦的課題であ
る. これまでに本タスクに関する既存研究は数多く行われてい
る [Zhu 21,Sidorov 20]．[Sidorov 20]ではOCR情報と画像中
の物体群を入力とする Transformerモデルであり, TextCaps

データセットを用いて検証を行った. しかし, OCR情報と物体
間の関係を明示的に対応付けることが不十分であるとともに,

bi-modal特徴量の扱いに関する計算量およびパラメータが多
いという問題があった. また， [Zhu 21]では, 画像中のテキス
ト情報と物体間の関係のモデル化が考慮されているが,画像全
体・画像中に出現するテキスト・物体間の関係のモデル化が不
十分と考えられる.

提案手法では IRAブロック (image-related attention block)

を導入し，画像全体・画像中のテキスト・検出物体間の関係
をモデル化する. ゆえに,生成文は画像中のテキストと物体の
みに依存するものではない. 加えて,画像中には標準的な単語
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TextCaps: a collection of road signs, the 
top one reads salzburg 2 km
図 1: TextCapsタスクに対する具体例.

だけではなく URL などの文字列も含まれる可能性があるた
め, subword レベルに基づく特徴を考慮する. これにより, 単
語レベルと文字レベル (低レベル) だけでなく, 柔軟性がある
subwordレベルに基づく特徴を利用可能である.

本研究の新規性は以下の通りである.

• 画像中のテキスト情報に関して文字から単語まで複数レ
ベルかつマルチモーダル情報として統合する．

• 画像全体の大域的な視覚情報, マルチモーダル OCR 特
徴, 画像中の物体群, の三者を扱うマルチモーダル注意機
構を導入する．

2. 問題設定
本タスク,画像内容に合った説明文を自動的に生成するタス

クであり, 特に, 説明文が画像中に含まれるテキスト情報とそ
れに関する推論を含んでいる必要がある.画像から認識された
OCRトークンの特徴と画像全体の視覚的な情報を統合した上
で,説明文を生成することが望ましい.

本タスクの入出力を以下のように定義する．
• 入力: 画像全体,画像中の各 OCR領域・トークン,画像
中の各物体

• 出力: 画像中に出現するテキストを含む画像に対する説
明文
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図 2: 提案手法のネットワーク構造.

3. 提案手法
提案手法はTextCapsタスクにおいて良好な性能が報告され

ている SSbaseline [Zhu 21]を拡張したモデルである。複数視
覚モダリティおよび言語情報の間の関係を有効的に統合し,モ
デリング化することは, Visual-and-Language (V&L) 関連の
問題を解決するための基本戦略と考えられる. したがって, 提
案手法で行った拡張は,言語 (e.g., 質問, OCRトークン,指示
文など)および画像関連のモダリティ (e.g., 画像全体,画像中
の物体/OCR領域,セグメンテーションされた画像など)を入
力として考慮した他の既存の V&Lモデルにも広く適用するこ
とができると考えられる.

提案手法ネットワークの構造を図 2に示す. 提案モデルは二
つのモジュールから構成される.一つ目は 3.2節に示す注意機構
に基づき,マルチモーダル OCRを含む複数モダリティの融合
を目指して構築されたエンコーダモジュールである (図 2の下
段).二つ目はTransformerアーキテクチャに基づき, Dynamic

Pointer Network (DPN)による固定語彙と画像中のOCRトー
クンから選択可能となるデコーダモジュールである (図 2の上
段, 3.3節).

3.1 入力
モデルの入力 X を以下のように定義する.

X = {X img,Xocr,s，Xocr,v,Xobj}
X img は画像全体, Xocr,s と Xocr,v はそれぞれ認識された

各 OCRトークンとその領域を表す.また, Xobj は検出された
画像中の各物体領域である.

画像全体の特徴量は CLIP [Radford 21] (バックボーン
RN50x4) モデルの全結合層を利用して 640 次元の特徴量
xglob ∈ R640 を抽出する. さらに, hglob = fLN(W globxglob)

を得る. ここで, fLN(·)は Layer normalizationを表し, W glob

は重み行列を表す.
画像中の OCR トークンの言語的な意味を捉えるため,

n (n = 1, · · · , N)番目の OCRトークンに対して, Pyramidal
Histogram of Characters (PHOC) [Almazán 14], 同 CLIP
(RN50x4) モデルと FastText に基づき, それぞれ文字, sub-
wordと単語,様々な粒度 (レベル)を考慮して 3種類の特徴量
x

(n)
ocr,phoc ∈ R604, x

(n)
ocr,clip ∈ R640, x

(n)
ocr,ft ∈ R300 とを抽出す

る.それにより, h
(n)
ocr,s は下記の様に求める.

h
(n)
ocr,s = fLN(W phx

(n)
ocr,phoc +W clx

(n)
ocr,clip +W ftx

(n)
ocr,ft) (1)

ここで, W · は重み行列を表す.

一方, 画像中の n 番目の OCR トークンは画像全体に
おける配置を理解するために, OCR トークンの相対位
置 x

(n)
ocr,bx=[x

(n)
min/W, y

(n)
min/H, x

(n)
max/W, y

(n)
max/H] を利用する.

(x
(n)
min, y

(n)
min), (x

(n)
max, y

(n)
max) はそれぞれ領域の左上および右下

の座標， W , H は画像の幅および高さを表す. そして, OCR

領域の視覚的表現を利用するため, n番目の OCR領域は画像
として Faster R-CNN [Ren 15] に渡し, 2048次元の fc6層の
特徴ベクトル x

(n)
ocr,fr を獲得する.さらに, fc7 層の重みは本説

明文生成タスクとデータセットに対してファインチューニング
される. h

(n)
ocr,v は次のようにして得る.

h
(n)
ocr,v = fLN(W ocr,frx

(n)
ocr,fr) + fLN(W ocr,bxx

(n)
ocr,bx) (2)

m (m = 1, · · · ,M)番目の物体領域の特徴抽出にもOCR領
域と同様, Faster R-CNNモデルとファインチューニングが適
用される.

h
(m)
obj = fLN(W obj,frx

(m)
obj,fr) + fLN(W obj,bxx

(m)
obj,bx) (3)

さらに, OCRと関連がある特徴（画像全体を含む）を考慮
して, h

(n)
ocr を獲得する.

h
(n)
ocr = fLN(W px

(n)
ocr,phoc +W cx

(n)
ocr,clip +W fx

(n)
ocr,ft

+W frx
(n)
ocr,fr +W glxglob) + fLN(W bxx

(n)
ocr,bx) (4)

3.2 IRAを含むエンコーダモジュール
Image-related Attention (IRA) Blockを含むエンコーダモ

ジュールは,複数モダリティの関係をモデリングするための 5

つの Attentionブロックから構成されている. 各 Attentionブ
ロックの入力は hglob, h

(n)
ocr,s, h

(n)
ocr,v, h

(n)
ocr と h

(m)
obj から構成さ

れる. ここでは, 画像中のマルチモダル OCR 特徴 h
(n)
ocr と物

体 h
(m)
obj の間の IRAブロックを例として定義する.出力はそれ

ぞれ画像中のマルチモダル OCR 特徴の自己注意に基づく重
み付き和 X ′

ocr と, 物体特徴 X ′
obj である. これ以外の 4 つの

Attention ブロックを用いて, h
(m)
obj と h

(n)
ocr,v, h

(m)
obj と h

(n)
ocr,s,

h
(m)
obj と hglob, h

(n)
ocr と hglob を同様にして得る. まず,入力埋

め込み系列をカーネルサイズが 1 である２つの畳み込み層と
全結合 Feed-Forward Network （FFN）に入力し, h̃

(n)

ocr を獲
得する.

h̃
(n)

ocr = Conv1D
(
ReLU

[
Conv1D(h(n)

ocr , 1)
])

, n = 1, . . . , N

さらに, 自己注意 (SelfAttn) を適用する. SelfAttn は以下
で与えられる.

SelfAttn(h) = softmax

(
hWQW⊤

Kh⊤
√
dk

)
hW V (5)
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ここで, W . は学習可能な重みである. dk=H/heads, H は
隠れ層のサイズ, heads は自己注意機構の Head 数を表す. こ
こで,例えば, h

(n)
ocr は複数 Attentionブロックに入力するため,

独立したパラメータで自己注意を並列に実行する.

αn = SelfAttn(h̃
(n)
ocr) (6)

Attentionブロックの 1つ目の出力 X ′
ocr は以下の式で得ら

れる.
X′

ocr =
N∑
i=1

αn h̃
(n)
ocr (7)

さらに, X ′
ocr はモダリティの間の Attention重みを算出す

るための誘導として使われる.

um = W [ReLU(W ocX
′
ocr)⊙ ReLU(W obh

(m)
obj )] (8)

βm = SelfAttn(um),m = 1, . . . ,M (9)

ここで, M は画像中の検出された物体数である. h
(m)
obj と h

(n)
ocr

を加算する場合,当該値は画像中に認識されたの OCRトーク
ン数N となる。最後に, X ′

obj に関する加重合計は以下のよう
に求める. これは Attentionブロックの 2つ目の出力となる。

X′
obj =

M∑
m=1

βmh
(m)
obj (10)

そして, 各 Attention ブロックの出力に対して要素ごとの
乗算 (アダマール積) が適用され, それぞれ得られた 5 つの,

zocr→obj(例), zobj→ocr,v, zobj→ocr,s, zobj→img と zocr→img

を連結した後, さらに, 全結合層に入力することで, 最終的な
融合が行われるコンテクスト出力 zfinal を得る.

zocr→obj = X′
ocr ⊙X′

obj (11)

3.3 DPNデコーダモジュール
固定語彙 (v = 1, · · · , V )からまたは画像中の OCRトーク

ン (n = 1, · · · , N) からのコピーで代わりに説明文中のトー
クンを生成するために, dynamic pointer network (DPN) が
含まれる Transformer デコーダを導入する. 固定語彙または
OCRトークンから選択される予測確率は以下で与えられる.

p(ŷvoc
t,v ) = softmax

(
(w

(v)
voc)

⊤z
(t)
dec + b

(v)
voc

)
上記の線形演算において, w

(v)
voc は固定語彙内の v 番目の単

語の d次元パラメータ, b
(v)
voc はスカラーパラメータである.

p(ŷocr
t,n) = softmax

(
(W ocrz

(n)
ocr + bocr)

⊤(W decz
(t)
dec + bdec)

)
同様に上記において, W ocr および W dec は d× d 重みの

行列を表す. z
(n)
ocr(n = 1, . . . , N) は画像中の n 番目の OCR

トークンの d次元の Transformer出力を表す. bocr と bdec は
d次元のベクトルとなる.

この二つの式に対して, 時刻 t におけるデコーダ埋め込み
(d次元の z

(t)
dec)は, 直前時刻 t-1で予測されたトークンとその

表現 (x
(t)
dec) によって決定される. すなわち, 時刻 t-1 におけ

る予測が固定語彙からの単語の場合, その対応する重みベクト
ル w

(v)
voc を Transformer入力として用いる.一方, 時刻 t-1に

おける予測が OCR トークンからの場合, OCR 表現 h
(n)
ocr が

時刻 t のデコーダ埋め込みになり, Transformer 入力となる.

それに加えて, 時刻 t-1 に予測されたトークンの d 次元の位
置埋め込みとタイプ埋め込み (0: 固定語彙, 1: OCR トーク
ン) も考慮する. 最初の時刻 t=0 の予測に対しての入力はエ
ンコーダモジュールから最終的なコンテクスト出力となる. 最
後に, V 次元の p(ŷvoc

t,v ) (v = 1, · · · , V ) と N 次元の p(ŷocr
t,n)

(n = 1, . . . , N)を連結して, V+N 個 (固定語彙 + OCRトー
クン)の候補から最も予測確率が高い要素を擬似ラベルとして
出力する. 損失関数として,単語ごとの交差エントロピーを用
いた.

4. 実験
4.1 データセット
本研究で取り扱う TextCaps データセット [Sidorov 20]は,

テキスト付き画像説明文生成タスクにおける標準データセット
である. 訓練・検証・評価セットは, それぞれ 21,953, 3,166と
3,289の画像が含まれている. 単一の画像に対して複数 (５つ)

のテキストに関する説明文が付与されている. 評価セットの正
解文が公開されていないため, それぞれ 109,765と 3,166の説
明文が含まれている訓練と検証セットを用いた. 訓練集合を提
案モデルのパラメータ更新に使用し,検証セットでモデルの評
価を行った. 実験は Zhu ら [Zhu 21] と同様, 標準的な手順に
従っており,検証セットはトレーニングやハイパーパラメータ
の調整に使用していない.

説明文の品質評価では, BLEU-1-4 [Papineni 02], ME-

TEOR [Banerjee 05], ROUGE-L [Lin 04], CIDEr [Vedan-

tam 15], SPICE [Anderson 16] を算出した. データセット内
と画像の参考文群に出現する頻度を評価可能となる CIDErが
主要尺度として用いられた.

4.2 実験設定
ネットワーク内の Attention blockは，層数が 8，隠れ層の

次元数が 768，　 Head 数が 12 であった. 最適化には Adam

を使用し，学習率は 5 × 10−4，Max interation 数は 12,000,

バッチサイズは 128 であった. なお，固定語彙サイズは 6,736

であり, 画像ごと OCRトークン数と物体数は,ぞれぞれ 50と
100であった. SBD-Trans [Liu 19,Wang 19] によって, OCR

トークンを認識された.

提案手法のパラメータ数は 244M である. 学習にはメモリ
16GB搭載の Tesla V100 GPU 4枚を使用した.一方で,推論
に同 GPU 1 枚を用いた. 訓練に要した平均時間は 10 時間,

１サンプルあたりの学習と推論に要した平均時間がそれぞれ
22ms/iterationと 79.4± 1.90 msであった.

4.3 実験結果
表 1に, 提案手法とベースライン手法の定量的比較結果を示

す. ベースライン手法として, M4C [Sidorov 20] と SSbase-

line [Zhu 21]を利用した. ベースライン (SSbaseline)と提案
手法についてはそれぞれ 5 回の実験における平均と標準偏差
を示してある.

表 1 に示すように, BLEU-1から 4について, SSbaselineは
それぞれ 69.56%, 49.78%,, 34.96%,, 24.54%, であり, 提案手
法はこのベースライン手法をそれぞれ 1.86, 1.96, 1.76, 1.46ポ
イントで上回ったことが確認できる. METEOR, ROUGE-L

と SPICEスコアについては, SSbaseline と比較して, それぞ
れ 0.72, 1.04, 0.96ポイントで改善した. 特に, 主要尺度として
用いられた CIDErスコアは 2.68ポイントで大きく上回った.

M4Cを含むベースラインのいずれにおいても, すべての評価
尺度で提案手法が既存手法を上回るスコアを示しており, 提案
手法の有効性が確認された.

図 3に提案モデルおよびベースライン (SSbaseline)の出力
例を示す.図 3(a)では,提案モデルは画像中の物体とOCRトー
クンが説明文に必要な関係 (“van” with the word “escolar”)

が含まれる適切的な記述を生成できたが，ベースラインでは,物
体とOCRトークンの関係の表現 (“car”と “escolar”)を誤って
説明文を生成していた. そして,図 3(b)では,提案手法 (“says

‘wells fargo’ on it”)に比べてベースライン手法 (“says ‘wells’

on it”)が表現が完全ではないという面で劣る.

テキスト付き画像説明文生成タスクにおいて, 提案手法の
性能をさらに検証するために, TextCapsデータセット以外の
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表 1: ベースライン手法との定量的比較結果 [%].

Method x
(n)
ocr,clipxglob IRA BLEU-1 BLEU-2 BLEU-3 BLEU-4 METEOR ROUGE-L CIDEr SPICE

M4C - - - 23.30 22.00 46.20 89.60 15.60

SSbaseline - - - 24.89 22.71 47.24 98.83 15.71
SSbaseline (repd.) 69.56±0.30 49.78±0.16 34.96±0.16 24.54±0.17 22.68±0.07 47.12±0.07 97.76±0.19 15.74±0.08

Ours (full) ✓ ✓ ✓ 71.42±0.2051.74±0.1236.72±0.1026.00±0.0123.40±0.0648.16±0.14100.44±0.5016.70±0.09

(i) ✓ 70.98±0.12 51.28±0.17 36.32±0.21 25.58±0.22 23.18±0.15 47.88±0.13 99.40±0.06 16.54±0.05

Ours (ii) ✓ 69.88±0.10 50.12±0.12 35.36±0.12 24.88±0.17 22.78±0.07 47.28±0.07 98.66±0.37 15.88±0.10

(iii)✓ ✓ 71.04±0.22 51.28±0.17 36.24±0.14 25.58±0.12 23.24±0.05 47.90±0.13 99.74±0.50 16.60±0.04

                         (a)
Ours: a yellow van with the word
[escolar] on the side

SSbaseline: a yellow car is parked
in front of a building that says
escolar

GT: yellow and gray van that has
the word escolar on it

                         (b)
Ours: a scoreboard at a stadium that
says ' [wells] [fargo] ' on it

SSbaseline: a scoreboard at a sports
game that says ' wells ' on it

GT: stadium with a scoreboard that
says wells fargo on it

図 3: TextCaps における定性的結果 (成功例).

                          (a)
Pred: a bus that says ' [more]
[destinations] ' on the side of it

                          (b)
Pred: a green sign that says [salem]
and [portland] on it

図 4: 提案モデルを用い, ST-VQA (task-1) における予測例.

データセット ST-VQA (task-1) [Biten 19]を用い, zero-shot

予測を行った.図 4 に,提案モデルに基づく出力例を示す. 例
えば, 図 4(b)の画像に対して, 検出された物体 (“sign”)と認
識された OCRトークン (“salem” and “portland”)の間の関
係を推論することが可能となり,提案モデルは適切に文を生成
できている.

Ablation Studyには，以下の 3条件を定めた．
(i) w/o CLIP for OCR tokens: OCR トークン特徴におい
ては, CLIPを利用する言語特徴を導入する場合としない
場合で, 性能の比較を行った.

(ii) w/o CLIP for Image: 画像全体に関する CLIP特徴量の
有無について，性能への影響を調べた.

(iii) w/o image-related attention (IRA) blocks: 画像全体,

OCR情報, 画像中の物体群の間の相互注意の有無に性能
への影響を調べた.

表 1に示すように,条件 (iii) vs.(i)に関して評価尺度 (BLEU-

4 から SPICE まで) がそれぞれ 0%, 0.06%, 0.02%, 0.34%,

0.06%減少していた.一方で, 条件 (iii) vs.(ii)によって各指標
がそれぞれ 0.7%，0.46%，0.62%，1.08%, 0.72%で減少して
いる. すなわち,画像全体に関する特徴を導入したことで,全指
標で説明文生成の性能が向上した. また,特に性能向上に寄与

していた要素は画像全体であったと考えられる. さらに, 条件
(iii) vs. Ours (full)によって, Ours (full)の方, 各評価尺度が
それぞれ 0.42%, 0.16%, 0.26%, 0.7%, 0.1%を上回った. これ
より，画像中の OCRトークン情報, 物体群の間の統合的処理
がモデルの性能向上に有益であったことがわかる.

5. おわりに
本研究ではテキスト付き画像の説明文生成タスクを扱った.

提案手法による貢献は以下である.

• 既存手法と異なり,画像全体と複数粒度のマルチモーダル
OCR特徴を導入した．

• 複数のモダリティの利用可能となり,画像全体と関連があ
る複数のモダリティの自己注意を導入し,画像全体と複数
のモダリティの間の相互注意機構を導入した.

• TextCapsデータセットにおいて,提案手法がベースライ
ン手法を全ての評価尺度で上回った.
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