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高齢化が進行する現代社会における在宅介助者不足に対して，対話的な指示文をもとに家事タスクを実行可能
な生活支援ロボットは利便性が高い．しかし，物体操作を含む対話的 Vision-and-Language Navigation (VLN)
を扱う既存手法は特徴量抽出が不十分であり，また未知の環境における頑健性に欠ける．本論文では，言語特徴
量，画像特徴量，行動特徴量に敵対的摂動を加えるMoment-based Adversarial Trainingおよび基盤モデルを用
いた並列クロスモーダル特徴抽出機構を導入する DialMATを提案する．実験の結果，対話的 VLNの標準ベンチ
マークにおいて提案手法がベースライン手法を成功率で上回った．

1. はじめに
少子高齢化が進行する現代社会において，在宅介助
者不足が社会問題となっている．その一つの解決策と
して，被介助者を物理的に支援することが可能な生活
支援ロボットに注目が集まっている．しかしながら，生
活支援ロボットが人間との間で言語を介した自然な対
話を行う能力は，現状不十分である．
本研究では，家事タスクに関する自然言語指示文に
基づき，対話的にロボットの移動および物体操作を行う
DialFREDタスク [1]に取り組む．例えば，“Pick up

the knife.”という指示文が与えられた場合に，ロボッ
トは対象物体に関する位置，形容，および移動すべき方
向に関する質問（例: “Where is the knife?”）をユーザ
に行う．質問に対する回答から得られた言語情報（例:

“The knife is to your left.”）を扱うことで，ロボット
は効率的に指示文を環境に接地することが期待される．
近年の研究（例: [2]）により Vision-and-Language

Navigation (VLN)モデルの性能は向上しているが，対
話を扱う手法は少なく性能は未だ不十分である．例え
ば [1]で提案されたモデルは，特徴量抽出が不十分であ
り，未知の環境における頑健性に欠ける．
本研究では，Moment-based Adversarial Training

(MAT) [3]および基盤モデル [4,5]を用いてDialFRED

タスクを扱う手法 DialMAT1を提案する．特徴量空間
に敵対的摂動を加える MATを導入することで，様々
な環境に対応できることが期待される．

2. 関連研究
VLNの研究は盛んに行われている [2, 3, 6–8]．VLN

に関するサーベイ論文である [9]では，VLNにおける
網羅的な調査を行っており，命令文の種類に応じたタ
スクの分類を試みている．
VLNにおける代表的なベンチマークとしてALFRED

[10]が挙げられる．ALFREDは物体操作を含む VLN

における標準的なベンチマークであり，多くの研究が行
われている．HLSM-MAT [3]は ALFREDベンチマー
クにおいて，サブゴールの生成過程に敵対的学習を導
入し，様々なシナリオを扱うモデルである．敵対的学
習により，汎用的なサブゴールの予測が実現し，様々
な環境においてタスクが遂行可能となる．

1https://github.com/keio-smilab23/DialMAT

図 1 DialFREDタスクの例

3. 問題設定
本研究では，家事タスクに関する自然言語指示文に基
づきロボットの移動および物体操作を実行する際に，ロ
ボットとユーザが対話的に曖昧性解消を行うDialFRED

タスク [1]を扱う．DialFREDは，物体操作を含むVLN

における標準ベンチマーク ALFRED [10]に基づいて
いる．DialFREDでは，対話的な VLNが可能であり，
ロボットは対象物体の位置，形容，および移動すべき
方向について質問することができる．また，DialFRED

は 25個のサブゴールによって構成されており，最大 7

個のサブゴールで構成される ALFREDよりも困難な
タスクである．本タスクでは，各時刻において適切な
行動を選択し，最終的に複数の階層的なサブゴールか
ら構成される各ゴール条件を達成することが望ましい．
本タスクにおける入出力は以下の通りである．
• 入力: サブゴール毎の指示文，回答文，各時刻に
おけるカメラ画像

• 出力: 各時刻における行動
また，評価指標には [1]と同様に success rate (SR) お
よび path weighted success rate (PWSR) を用いる．

https://github.com/keio-smilab23/DialMAT


図 1に，本タスクの例を示す．本サンプルでは，電子
レンジからカップを取り，シンクに置いてその中にナイ
フを入れるという動作を，サブゴール毎に与えられる指
示文（“Move to the microwave, open the microwave.”，
“Grab the cup.”，“Close the microwave.”，“Place in

the sinkbasin.”，“Pick up the butterknife.”，“Leave

in the cup.”）をもとに実行することが求められる．

4. 提案手法
本論文では Episodic Transformer [11] を拡張した

DialMATを提案する．図 2に，提案手法のモデル構造を
示す．本提案手法は 2つのモジュールから構成され，そ
れぞれ Questionerおよび Moment-based Adversarial

Performer (MAPer) である．
4.1 入力
時刻 tにおける行動予測について，モデルの入力 xt

を以下のように定義する．
xt = (D(k), l(k), vt, ât−1)

D(k) = {(q(k)i , s
(k)
i ) | i = 0 . . . N}

l(k)は k番目のサブゴールにおける指示文，vtは時刻 t

におけるロボットのカメラ画像，また ât−1は時刻 t−1

における過去の行動を表す．ここで，âは行動の種類と
操作物体の組によって構成され，行動の種類により，操
作物体を扱う場合と扱わない場合とが存在する．また，
D(k)は k番目のサブゴールにおける質問応答文の集合
を指し，質問文 q

(k)
i と応答文 s

(k)
i の組で構成される．

4.2 Questioner

Questionerでは，時刻 tにおいてどの質問を行う必
要があるかを判定する．本モジュールは [1]で提案さ
れた Questioner と同一の構造であり，attention 機構
を有する LSTMによって構成される．Questionerにお
ける入力は l(k)であり，LSTM encoderおよび LSTM

decoderによって多値分類を行う．すなわち，時刻 tに
おいて位置，形容，および移動すべき方向のうちどの
質問を行うかを判定し，質問の応答 s(k) を得る．
4.3 Moment-based Adversarial Performer

(MAPer)

MAPerでは，xtを入力として，時刻 tにおけるロボッ
トの行動を出力する．まず，CLIP [4]およびDeBERTa

v3 [5]より，l(k)からそれぞれの埋め込み表現 hctxt, hdeb

を計算する．その後，MAT [3]に従い，学習可能な摂
動 δtxt を加えた特徴量 htxt を得る．

htxt = [hctxt; hdeb] + δtxt

ここで，δtxtは次に示す更新則に基づき更新される．
はじめに，摂動 δ に関する損失関数 E の勾配 ∇δE を
計算する．次に∇δEを用いて，以下に示す 2種類の移
動平均を導入する．

mt = ρ1mt−1 + (1− ρ1)∇δE(δt)

vt = ρ2vt−1 + (1− ρ2)(∇δE(δt))
2

ここで，tは現在の摂動更新ステップ，ρ1, ρ2は各移動
平均の平滑化係数を表す．最終的に，上記mi,viを用
いて，摂動の更新幅 ∆δi を以下のように計算し，摂動
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図 2 提案手法のモデル図
を更新する．
m̂t =

mt

1− (ρ1)t
, v̂t =

vt

1− (ρ2)t
, ∆δt = η

m̂t√
v̂t + ε

δt+1 = Π∥δ∥≤ϵ(δt +
∆δt

∥∆δt∥F
)

ここで，ηはMATの学習率，ϵはゼロ除算を防ぐ微小
な値，Π∥·∥≤ϵ は ϵ球への投影，および ∥ · ∥F はフロべ
ニウスノルムを表す.

次に，CLIPおよびResNet [12]より，vtからそれぞ
れの埋め込み表現 hcimgおよび hresを計算後，MATを
適用し特徴量 himg を得る．

himg = [hcimg; hres] + δimg

同様に，s(k), at−1においてもMATを適用し，それぞ
れ潜在表現 hans, hactを得る．続いて，次に示す埋め込
み表現 h1 をN 層の transformerに入力し h(N)を得る．

h1 = [htxt; hans; himg; hact] + Epos

hi = Transformer(hi−1)

ここで，Epos は Positional Encoding を指し，
[htxt; hans; himg; hact]における各トークンの位置情
報を埋め込む．最終的に，h(N)に FC層を適用するこ
とで，行動の予測 ât を出力する．なお，損失関数は
ât と真の行動 at との交差エントロピーとする．
5. 実験設定
本研究では，DialFRED [1]と同様の実験設定を扱う．

DialFREDは物体操作を含む対話的なVLNにおける標
準的なベンチマークであるため，本研究で扱う．Dial-

FREDは ALFRED [10]を拡張したデータセットであ
り，25,743文の指示文と，人間により付与された 53,000

個の質問応答文が含まれている．また，ALFREDは 8

個のサブタスクで構成されているのに対し，DialFRED

は 25個のサブタスクで構成されている．
本研究では，[1] に従ってデータセットを分割した．
ここで，訓練集合と検証集合は，それぞれ 34,253個お
よび 2,659個のタスクで構成される．また，検証集合お
よびテスト集合はそれぞれ Seen集合とUnseen集合に
分けられる．検証集合は 1,296個のタスクを含む Seen

集合と，1,363個のタスクを含むUnseen集合で構成さ
れている．ここで，DialFREDのテスト集合はデータ
が公開されていないため，本研究では検証集合におけ
るUnseen集合を再度分割し，疑似検証集合および，疑
似テスト集合へと分割した．本研究では，訓練集合を



表 1 定量的結果．太字は最良の値を示す．
[%] 手法 条件 疑似テスト集合 テスト集合

w/ MAT (act) w/ MAT (img) w/ MAT (txt) SR↑ PWSR↑ SR↑
(a) ベースライン手法 [1] 0.31 0.19 -

(b)
提案手法 (DialMAT)

0.34 0.20 -
(c) ✓ 0.36 0.21 -
(d) ✓ ✓ ✓ 0.39 0.23 0.14

MAPerの訓練に使用し，検証集合における Seen集合
をQuestionerの強化学習に用いた．また，疑似検証集
合をハイパーパラメータの評価に使用し，疑似テスト
集合をモデルの評価に用いた．
transformerにおいて，層数N = 4，attention head

数A = 8と設定した．また，最適化手法としてAdamW

(β1 = 0.9, β2 = 0.999) を採用し，エポック数，学習率，
およびバッチサイズをそれぞれ 20，1.0×10−5，および
4と設定した．提案手法の訓練可能パラメータ数およ
び積和演算数は，それぞれ 120Mおよび 54.9Gである．
モデルの訓練にはメモリ 24GB 搭載の GeForce RTX

3090および Intel Core i9-10900KFを使用した．本モ
デルの訓練時間および 1サンプルあたりの推論時間は，
それぞれ 7.7時間および 19.8秒であった．
6. 実験結果
6.1 定量的結果
表 1に，ベースライン手法，提案手法，および abla-

tion studyの定量的結果を示す．[1]において提案され
ている手法をベースライン手法とした．評価指標とし
て，[1]と同様に SRおよび PWSRを用いた．本論文
では，主要評価指標を SRとした．また，以下の 2つ
の ablation条件を定めた．
(b) MATモジュールを取り除く場合，性能にどの程度
の差が生じるかを調査した．

(c) 行動の潜在空間にのみMATモジュールを適用する
場合，性能にどの程度の差が生じるかを調査した．

表 1より，疑似テスト集合におけるベースライン手
法 (a)と提案手法 (d)の SRはそれぞれ 0.31と 0.39で
あった．そのため，提案手法は疑似テスト集合の SRに
おいてベースライン手法を 0.08ポイント上回った．同
様に，提案手法はPWSRにおいてもベースライン手法
を上回った．
6.2 定性的結果
図 3に定性的結果を示す．図 3(a)において，指示文
は “Move to the desk” であった．また，指定された
“desk”は CDディスクの置いてある机であった．この
例において，ロボットは環境に複数ある机のうち，指
定された机を特定し，移動することが求められる．提
案手法は，エージェントから獲得した言語情報を基に，
移動中に発見した別の机を正解の机ではないと認識し
つつ，最終的に指定された机へ移動することができた．
同様に，図 3(b) において，指示文は “Move to the

floorlamp, power on the floorlamp”であった．この例
において，ロボットは，フロアランプまで移動した上
で，ランプを点灯させることが求められる．提案手法
は，適切にフロアランプまで移動し，ランプを点灯さ
せることができた．

図 3 定性的結果
7. おわりに
本研究では，自然言語指示文に基づく物体操作にお
いて，ロボットとユーザが対話的に曖昧性解消を行う
DialFREDタスク [1]を扱った．貢献は以下である．

• 言語，画像，行動の潜在空間に敵対的摂動を組み
込むため，MAT [3]を導入した．

• 基盤モデル [4, 5]を用いて言語と画像の両方にク
ロスモーダルな並列特徴抽出機構を導入した．
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