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概要
本研究では，自由形式の自然言語指示文に基づき，対象

の物体を含む画像を検索するタスクを扱う．本タスクでは
物体の視覚的特徴，空間的関係，および画像内の文字情報
（シーンテキスト）を統合した理解が要求されるため困難
である．そこで，本研究では Crosslingual Visual Prompt

およびパッチ境界に頑健な重複パッチ化に基づく画像の詳
細理解に加え，指示文の固有表現およびシーンテキストを
モデル化する STAREを提案する．また，シーンテキスト
を含む画像および指示文で構成されるGoGetItベンチマー
クおよび TextCaps-testベンチマークを新規構築した．実
験の結果、STAREは標準的なマルチモーダル検索の評価
指標において，ベースライン手法を上回った．
1. はじめに
労働力不足や高齢化，生活の質向上への関心から，家庭

や小売店，都市空間などの屋内外環境においてサービスロ
ボットの重要性が高まっている．これらの環境において，
商品ラベルや看板などの画像内の文字情報（シーンテキス
ト）を用いることで，ロボットに対する明確かつ直感的な
指示が可能となる．そのため，シーンテキストと視覚情報
の両方を考慮するマルチモーダル検索は，公共空間におけ
る物体検索やサービスロボットの物体操作において有用で
ある．
本研究では，ユーザによる物体操作や移動に関する自然

言語指示文に基づき，ロボットが事前に撮影した画像群か
ら，対象となる物体を含む画像を検索するマルチモーダ
ル検索タスクを扱う. また，本タスクではシーンテキスト
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を含む画像と含まない画像の両方を検索対象とする．図
1に，本タスクのユースケースを示す．たとえば，ユーザ
が “Could you bring me the toothpaste that’s on the shelf

where the Thayers Witch Hazel is placed?”と指示した場
合，ロボットは事前に撮影した画像群から “Thayers Witch

Hazel”等のシーンテキストを考慮したマルチモーダル検索
を行い，指示された操作を実行する．
本タスクでは，物体の視覚的特徴や空間的関係に加え，

シーンテキストを考慮する必要がある．特に商品名などの
固有表現とそれに対応する視覚的特徴の関係をモデル化は
困難である．既存手法 [13, 15]はマルチモーダル検索にお
いて良好な結果を得ているが，シーンテキストとその他の
マルチモーダル情報との統合が不十分である．
そのため，本研究ではユーザによる自由形式の自然言語

指示文に基づき，シーンテキストを考慮して対象の物体
を検索するマルチモーダル検索手法 STAREを提案する．
STAREでは，Crosslingual Visual Prompt (CVP) に基づ
くMLLMを用いた narrative representationを導入するこ
とで，視覚プロンプトとシーンテキストとの混同を軽減
し，シーンテキストを捉えた画像特徴量を獲得する．また，
OCRで検出されたシーンテキストをプロンプトに含むこ
とで，MLLMによる画像説明においてしばしば問題となる
ハルシネーション [6, 1]を抑制する．さらに，指示文中の
固有表現とそれに対応する物体との複雑な関係を効果的に
モデル化する Scene Text Reranker (STRR)を導入する．
本研究の主な貢献は以下の通りである：
• CVPに基づくシーンテキストを捉えた narrative rep-

resentation，パッチ境界に頑健な重複パッチ画像特
徴量，および複数粒度の画像特徴量を統合する Scene

Text-Aware Visual Encoder (STVE) を導入する．
• 指示文中の固有表現とそれに対応する物体の高度に複
雑な関係を効果的にモデル化する STRRを導入する．

• シーンテキストを含む画像および移動や物体操作に関
する指示文で構成されるGoGetItベンチマークおよび
TextCaps-testベンチマークを構築する．
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図 1 本タスクのユースケース

2. 問題設定
本タスクでは，ロボットが事前に屋内外の広範な環境か

らシーンテキストを含む可能性のある画像を撮影する．モ
デルは，ユーザによる物体操作やナビゲーションに関する
自由形式の自然言語指示文に基づき，撮影した画像群から
対象の画像を検索する．ここで，シーンテキストを含む画
像と含まない画像の両方を検索対象とし，モデルは指示文
に適合する画像を出力リストの上位にランク付けするこ
とが求められる．本研究で使用する用語を以下の通り定義
する．
• 指示文：物体操作または移動に関する自由形式の自然
言語指示文．

• 対象物体および対象画像：指示文に対応する物体と，
その物体を含む画像．

• シーンテキスト：画像内に存在する文字情報．
ここで対象画像には，ナビゲーション対象となる物体 (例：
建物や看板)または操作可能な日常物体 (例：調理器具やボ
トル)が含まれていることを前提とする．
3. 提案手法
3.1 STARE

本研究では，自然言語指示文に基づきシーンテキストを
考慮して画像を検索するマルチモーダル検索手法 STARE

を提案する．図 2 に STAREのモデル図を示す．ここで，
MLP，Emb.，および点線はそれぞれ多層パーセプトロン，
言語エンコーダ，およびパッチ化された画像特徴量を示
す．STAREは，Multi-Form Instruction Encoder (MFIE），
Scene Text Aware Visual Encoder（STVE），Scene Text

Reranker（STRR）の 3つのモジュールから構成されてい
る．提案手法では，Crosslingual Visual Prompt（CVP）と
シーンテキストを組み合わせた narrative representation，
および指示文中の固有表現とシーンテキストの語彙的な一
致に基づくリランキングにより，シーンテキスト用いた視

覚情報と自然言語情報の整合性を高める拡張を行う．
STARE への入力 x は以下のように定義される：

x = {xtxt, Ximg}, Ximg = {x(i)
img}

Nimg

i=1 ．ここで，xtxt ∈
0, 1V×L は指示文，x(i)

img ∈ R3×W×H は画像を表す．Nimg,

H, W , V , および L はそれぞれ，画像の枚数，高さ，幅，
語彙サイズ，および最大トークン長を示す．
3.2 MFIEモジュール
MFIE はテキストエンコーダおよび画像とされたマ

ルチモーダルテキストエンコーダを用いて，指示文か
ら複数粒度の言語特徴を抽出する．モデルの最終的な
出力 htxt ∈ Rdtxt は以下のように得られる：htxt =

MLP(fte(xtxt), fmte(xtxt))．ここで，MLP(·) は多層パー
セプトロン，fte は Stella [18]，fmte は CLIPテキストエ
ンコーダ [13]を用いる．
さらに，LLMを用いてxtxtから固有表現Xne = {x(i)

ne }Nne
i=1を抽出する（図 2中の ”NE extractor”）．Xneは STRRモ

ジュールにおいて使用される．
3.3 STVEモジュール
STVE は，CVP に基づくシーンテキストを考慮した

narrative representation，パッチ境界に頑健な重複パッチ
画像特徴量，および複数粒度の画像特徴量を統合する．
narrative representationは，画像内の主要な言語と異なる
言語（例：カタカナ）を用いた CVP に基づき獲得する．
CVPは，OCRで抽出されたシーンテキストとその位置情
報に基づき，画像内の各シーンテキスト上部にカタカナを
用いたマークを重畳することで作成する．さらに，CVP

に加えて各シーンテキストを記述した言語プロンプトを
MLLMに入力し，シーンテキストを捉えた詳細な画像説明
を得る．ここで，画像説明から言語エンコーダを用いて言
語特徴量を抽出をすることで narrative representation x(i)

nr

を得る．
さらに，x(i)

img を N ×M のセルに分割し，2× 2 セルご
とに重複パッチ化をすることで，パッチ境界に存在する
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図 2 提案手法のモデル図

シーンテキストや物体に頑健な高解像度化を行う．このよ
うにして得たパッチ群から画像エンコーダ（例：CLIPや
DINOv2 [11]）を用いて特徴量抽出を行い，transformerを
用いて統合することで X(i)

op = {x(i,j)
op }Nop

j=1 を得る．また，DINOv2の複数層から出力される複数粒度の画像
特徴量を用いることで，色や形状などの低次の視覚情報か
ら，位置関係や商品名などの高次の視覚情報までを捉え
る．これらの画像特徴量を x(i)

nr と cross attention によっ
て統合することで，多様な粒度の視覚情報を含む画像特
徴量 x(i)

maf を獲得する．STVEモジュールの最終的な出力
h(i)
img ∈ Rdimg は h(i)

img = MLP(x(i)
nr , X

(i)
op ,x

(i)
maf) として計算される．

3.4 STRRモジュール
STRRモジュールでは，指示文中の固有表現とそれに対

応する物体の複雑な関係を高速にモデル化する．本タスク
では，商品名や店名などのシーンテキストが指示文中に固
有表現として含まれる場合があり，固有表現と物体間の関
係をモデル化することが求められる．既存手法 [13]では，
htxt と h(i)

img 間のコサイン類似度を計算しており，これらの関係性を捉えるには不十分である．そこで，本研究では
以下に定義する新たな類似度スコア s(·, ·) を導入する：
s(xtxt,x

(i)
img) =

htxt · h(i)
img

‖htxt‖‖h(i)
img‖

+
w · |Tne ∩ T (i)

st |
maxj |Tne ∩ T (i)

st |
(1)

ここで，Tne および T (i)
st は，固有表現およびシーンテキストをトークン化した集合であり，ノイズへの頑健性を高め

るために小文字化，記号削除などの正規化を施してから一
致判定を行う．s(·, ·)における第 2項は，Tneおよび T (i)

st の語彙的一致のみを評価するため，s(·, ·)および既存の類似
度スコア計算は同等の速度である．また，xtxt から獲得したXneを用いることで，指示文理解に不要なストップワードなどの単語を取り除き，意味的な一致のみに基づくリラ
ンキングを行う．本モデルの最終的な出力 Ŷ は，s(·, ·)に

基づきランキングした画像リストである．
4. 実験
4.1 実験設定
GoGetItおよび TextCaps-testベンチマーク
本研究では，新たにGoGetItおよび TextCaps-testベン

チマークを構築した．既存のマルチモーダル検索データ
セット [14, 10] はロボットによる物体操作や移動に関する
指示に適さない．また，RefTextデータセット [2]の指示
文はシーンテキストなどを用いて対象物を特定するが，指
示文が非常に単純であり，一語のみの指示文も多く含まれ
ている．そのため，より長文で実用的な指示文を付与した
GoGetItベンチマークを構築した．
RefTextデータセットには，RefTextデータセットを構築

するCOCO[9]などのデータセットで訓練されたマルチモー
ダル基盤モデルと公平な比較が困難であるという重大な問
題がある．RefTextデータセットは元データセットのスプ
リットを考慮せずデータをランダムにシャッフルして分割
しており，データリークの懸念があるためである．そのた
め，本研究ではMLLMと公平に比較可能な TextCaps-test

ベンチマークを作成した．また，屋内環境を対象としたマ
ルチモーダル検索データセットである LTRRIEデータセッ
ト [7]を用いて，シーンテキストを含まない設定における
モデルの性能も評価した．LTRRIEデータセットを構成す
る指示文および画像は，それぞれ REVERIE [12] および
Matterport3D [4] から収集されたものである．
ベースライン手法
本研究では，CLIP（ViT-L/14）[13]，BLIP-2（ViT-

g）[8]，BEiT-3（large）[15]，Long-CLIP（ViT-L/14）[17]，
NLMap [5]，および RelaX-Former [16] をベースライン手
法として用いた．また，CLIPおよび Long-CLIPのテキス
トおよび画像エンコーダを fine-tuningしたモデルもベー
スライン手法として用いた．
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表 1 提案手法とベースライン手法の定量的比較結果
[%] GoGetIt (RefText) GoGetIt (Instruction) TextCaps-test LTRRIE

手法 R@5 ↑ R@10 ↑ R@20 ↑ R@5 ↑ R@10 ↑ R@20 ↑ R@5 ↑ R@10 ↑ R@20 ↑ R@5 ↑ R@10 ↑ R@20 ↑

CLIP [13]
63.2 72.8 82.3 74.3 83.3 92.1 79.8 86.3 91.5 56.1 71.0 84.6

(frozen)

CLIP 63.5 74.1 83.3 73.9 83.9 90.9 82.0 90.1 93.5 56.8 72.3 84.6

(fine-tuned) (±0.3) (±0.3) (±0.2) (±0.7) (±0.3) (±0.3) (±0.6) (±0.4) (±0.3) (±0.7) (±0.4) (±0.3)

Long-CLIP [17]
- - - - - - 86.0 90.3 94.8 61.6 79.3 91.0

(frozen)

Long-CLIP
- - - - - -

87.2 91.8 95.9 69.9 84.3 94.1

(fine-tuned) (±0.1) (±0.3) (±0.1) (±0.3) (±0.1) (±0.1)

BLIP-2 [8] - - - - - - 86.0 90.3 94.8 61.6 79.3 91.0

BEiT-3 [15] 54.4 65.3 76.6 63.7 79.5 89.9 76.5 84.8 91.3 59.9 76.6 88.3

NLMap* [5] 50.9 60.1 70.5 61.0 73.5 86.3 70.0 78.8 85.8 50.9 66.4 78.8

RelaX-Former
- - - - - -

62.3 73.7 84.9 66.6 81.7 92.3

[16] (±1.2) (±0.7) (±0.9) (±0.9) (±0.7) (±0.5)

STARE 90.2 94.1 96.9 87.6 91.7 95.2 91.8 95.2 98.2 69.3 84.6 94.4

(提案手法) (±1.2) (±0.6) (±0.2) (±0.2) (±0.2) (±0.2) (±1.0) (±0.6) (±0.6) (±1.1) (±0.8) (±0.6)

4.2 定量的比較結果
表 1 に，STAREおよびベースライン手法の定量的比較

結果を示す．本研究では，マルチモーダル検索において標
準的な評価指標である recall@K（K=5,10,20）を用いて
評価を行い，recall@10を主要な評価指標とした [3]．CLIP

（frozen），Long-CLIP（frozen），BLIP-2，BEiT-3，および
NLMapは複数の試行において一貫した結果が得られたた
め，1回の試行結果を示す．その他の手法は，5回の試行に
おける平均と標準偏差を示す．表中の太字は各評価指標に
おいて最も高い数値を示す．ここで，GoGetItベンチマー
クではデータリークの問題から Long-CLIP，BLIP-2，お
よび RelaX-Formerの結果は示さない．
表 1より，STAREは GoGetItベンチマークの RefText

サブセット，Instructionサブセット，TextCaps-testベンチ
マーク，および LTRRIEデータセットにおける recall@10

は，それぞれ 94.1％，91.7％，95.2％，および 84.6％で
あった．これは，ベースライン手法の最良値と比較してそ
れぞれ 20.0ポイント，7.8ポイント，3.4ポイント，および
0.3ポイント上回る結果であった．
4.3 定性的結果
図 3に STAREおよびベースライン手法の定性的結果を

示す．図 3(a)および (b)はそれぞれ，GoGetItベンチマー
クの Instruction サブセットおよび TextCaps-test ベンチ
マークにおけるサンプルである．各サンプルは，対象画像
および各モデルにより検索された上位 3件の画像を示し，
緑色の枠は対象画像を示す．
図 3(a)における xtxt は “Pass me the red container of

Sun-Maid raisins on the kitchen counter.”であり，対象物
体は “Sun-Maid raisins”と書かれた赤い容器である．ベー
スライン手法は xtxtに対象物体を含まない画像を上位にランク付けしたのに対し，STAREは対象物体を含む画像を
1位および 2位にランキングした．

図 3 提案手法とベースライン手法の定性的結果
図 3(b)における xtxt は “Buy the green Orbit candy at

the kiosk.”であり，ベースライン手法は “kiosk”や “red”

に関する画像を上位にランキングしたが，対象物体を含む
画像を 3位以内にランキングしなかった．一方で，STARE
は対象画像を 1位にランキングした．したがって，STARE
ではシーンテキスト，空間的関係，および参照表現を考慮
したマルチモーダル検索が可能であることが示唆される．
5. おわりに
本研究では，シーンテキストを考慮した narrative repre-

sentationを導入し，固有表現とそれに対応する物体との複
雑な関係を効果的にモデル化する STAREを提案した．ま
た，シーンテキストを含む画像および移動または物体操作に
関する指示文で構成される GoGetItおよび TextCaps-test

ベンチマークを構築した．実験の結果，STAREはマルチ
モーダル検索における標準的な評価尺度において，複数の
ベンチマークで既存手法を上回った．
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